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摘　要　为构建高质量的挤压铸造工艺数据集，保证数据驱动模型的质量，针对多源挤压铸造工艺数据存在的异常数据问题，提出了

融合挤压铸造领域工程知识，集成多个检测模型的数据正确性检测方法。首先结合挤压铸造工程知识构建挤压铸造工艺数据属性值

取值规则，建立基于属性取值规则的异常判定模型；然后基于集成学习思想，使用投票法建立基于局部离群因子、箱型图和孤立森林

模型的挤压铸造工艺数据的异常集成检测模型，并与属性值取值规则结合形成两阶段检测方法，实现对挤压铸造工艺数据集从工程

知识和数据特征两个维度的数据正确性检测。结果表明，所提出的方法提高了泛化能力，能对挤压铸造工艺数据集中的异常数据进

行有效识别，平均召回率达 95%。
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Correctness Detection Method of Squeeze Casting Process Data Based on Domain 
Knowledge and Integrated Model
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Abstract： To construct a high-quality squeeze casting process dataset and ensure the quality of data-driven model， a 
data correctness detection method was proposed to address the problem of anomaly data in multi-source squeeze cast⁃
ing process data， which integrates engineering knowledge in the field of squeeze casting and integrates multiple detec⁃
tion models. Firstly， the rule of attribute value of squeeze casting process data was constructed based on the engineer⁃
ing knowledge of squeeze casting， and the anomaly judgment model was established. Then， based on the idea of 
ensemble learning and voting method， an integrated detection model of abnormal squeeze casting process data based on 
local outlier factor， boxplot， and isolation forest was established， and combined with the attribute value rules to form a 
two-stage detection method， which realizes the data correctness detection of squeeze casting process dataset from two 
dimensions of engineering knowledge and data characteristics. The results reveal that the proposed method can improve 
the generalization ability and effectively identify anomaly data in the squeeze casting process dataset， and the average 
recall rate can reach up to 95%.
Key Words： Squeeze Casting， Data Correctness， Anomaly Detection， Domain Knowledge， Integrated Model

当前，数据驱动科学正成为继试验科学、理论推

导和模拟仿真之后的第四范式［1］，数据驱动方法成为

各领域新的发展基础和方向。材料领域研究者正通

过利用以往的试验数据实现新材料的快速设计，有效

解决传统试验研究模式存在的周期长、成本高等问

题［2］，在制造领域数据驱动制造也成为实现智能制造
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的一条路径［3］。但数据驱动方法的性能严重依赖于其

驱动数据样本的质量［4］（正确性、一致性、低缺失等），

较差的数据质量不仅导致错误的知识获取，影响数据

驱动模型、方法的正确性、学习效果和有效性［5-6］，甚至

可能造成严重后果和巨大损失［7］，如基于有错误数据

的数据样本训练得到的机器学习预测模型，预测结果

与实际差异过大，无法应用［8］；据统计，较差的数据质

量甚至造成了美国零售企业平均每年超过 1 500 万美

元的损失［9］。

挤压铸造是一种融合了铸造和锻造优势的零件近

净成形制造工艺。为了适应智能制造的发展趋势，需

要基于已有工艺数据建立数据驱动的工艺参数设计方

法，解决当前工艺参数依赖“试错法”设计成本高、效率

低等问题，从而提高挤压铸造工艺的生产效率和制件

质量。数据驱动方法依赖的工艺数据可来源于物理试

验或数值模拟试验记录、理论计算、工业生产和已有文

献等［10-12］，但因生产环境、试验方案、测量手段等存在差

异，以及数据采集、记录和发布过程中的误操作等因

素，不可避免会导致从多源渠道收集到的挤压铸造工

艺数据彼此间存在冲突，或与真实数据有一定误差，即

某些数据可能存在异常或不正确，如有关研究［13-14］均采

用物理试验的方法开展 AZ31 镁合金挤压铸造工艺参

数优化研究，但得出挤压压力和保压时间的最优值分

别相差 50 MPa 和 20 s。为保证构建的挤压铸造数据驱

动工艺参数设计模型的质量，对其依赖数据进行有效

的正确性检测，进而清洗或提升至关重要。

为了实现数据驱动应用，通常从不同渠道收集数

据或采用不同的数据增强算法来产生新的数据［15-16］，但

这些数据的质量良莠不齐。当前，不同领域研究者逐

渐意识到数据质量的重要性，并采用基于统计分析、聚

类、基于密度、最近邻等异常检测技术来评价数据正确

性，以识别和剔除（清洗）异常数据，从而获取对象的正

确认识、知识和模型等。主要出现了基于密度的局部

离群因子（Local Outlier Factor ，LOF）［17］、基于隔离思

想的孤立森林算法（Isolation Forest，IForest）［18］和基于

统计分析的箱型图（Boxplot）［19］等典型的数据异常（即

不正确的数据）检测方法。 LOF 由 BREUNIG M M
等［17］首次提出，其核心思想是数据点异常与否取决于

局部环境，即一个样本点所在位置的密度与该样本点

周围的样本所处位置的平均密度相比，差距越大则越

可能是异常点。LOF 因其简单有效被广泛应用于现实

场景下的异常数据检测，如工业过程故障检测［20-21］、网

络入侵检测［22-23］等。何九虎等［20］采用 LOF 算法对工业

过程异常数据进行检测，并利用 CDC（Closest Distance 

to Center）采样点预处理方法，数据仿真表明其效率有

所提高，可满足该领域的实时性要求。针对多工况数

据，冯立伟等［21］采用 LOF 算法结合统计模量对故障样

本进行检测，发现其检测率比主元分析（PCA）、核主元

分析（k PCA）和基于 k近邻等检测方法均更高。LUO 
Y 等［22］设计了一种基于 LOF 的检测方法用于识别网络

攻击，并通过实例验证了该方法的可用性。吴俊［23］基

于 LOF 和 DBSCAN（Density-Based Spatial Clustering 
of Applications with Noise）构建了一种网络入侵检测模

型，经入侵试验证明其具有低误报率、高检测率的特性。

此外，为提高 LOF 算法的异常检测效率，TU B 等［24］提

出了融合谱角和 LOF 的 SALOF（Spectral Angle and 
the Local Outlier Factor）算法，依据事先设置好的分割

阈值筛选计算得到数据点的异常概率。刘芳等［25］通过

设计融合索引结构和多层 LOF 上界的多粒度剪枝方

法 ，提 出 了 MTLOF（Multi-Granularity upper Bound 
Pruning Based Top-n LOF Detection）算法。 IForest 是
由 LIU F T 等［18］提出的一种无监督异常点检测集成方

法，其利用异常数据普遍存在的“少而不同”的特点，将

异常数据定义为容易被孤立的离群点进行识别，因其

时间复杂度低、算法简单高效而广受关注，广泛应用于

金融［26-27］、医疗［28］、网络安全［29-30］和工业［31］等领域。汤

淳等［26］利用 IForest 算法同时对 4 种测度指标进行异常

值识别，并根据多数投票原则，将 2 种以上测度同时出

现异常值的样本视为极端系统性金融风险，实例说明

该算法能够很好地适用于系统性金融风险分类。熊文

滔等［28］利用 IForest算法对老年人的日常行为数据进行

建模，以检测不符合正常行为模式的跌倒数据，通过公

开数据集验证表明该模型的平均识别准确率可达

96.76%。针对网格攻击中的拒绝服务攻击，陈佳等［29］

将 IForest 算法应用于网络数据异常检测，具有较高的

异常检测性能。WANG H 等［31］将 IForest 算法应用于

船用核电汽轮组系统级、设备级和参数级的异常数据

检测与定位，其对每个异常状态的查准率超过 94%。

STAERMAN G 等［32］将 IForest算法拓展到功能数据的

异常检测，并通过数值模拟验证了算法的有效性和准

确性。箱型图是一种用作显示一组数据分散情况的统

计图，用于反映数据分布特征，由 TUKEY J W［33］首次

提出。因其简单易用和良好的抗掩蔽效应性能，箱型

图被广泛应用［34-35］。顾国庆等［35］将箱型图应用于构建

数据预测模型的数据预处理阶段，过滤传感节点采集

的异常数据点，发现经异常点过滤处理的预测模型预

测精度提高了 8.4%。

综上，现有数据异常检测通常只采用单一的异常
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检测方法对数据样本进行检测，但单一异常检测方法

只能获得数据集上单角度的测度，泛化能力不足，适用

场景有限。如 IForest 方法虽然无需数据先验知识，计

算复杂度低，但其设计原理决定了该方法只适用于低

异常程度的数据集，对异常数据比例较高的数据集则

效果不佳，同时其结果不够直观和易解释；基于密度的

LOF 方法虽然结果可解释性好，但其性能严重依赖参

数选择，且计算复杂度较高，处理高维数据集效果不

佳。Boxplot 方法具有非参数性，适用于任何类型的数

据分布，且结果直观易比较，但其受数据量限制，当数

据量很小时，结果往往不够精确。其次，单一的异常检

测方法对所有数据均采用同一种异常评价标准，无法

综合考虑数据的总体和局部信息，可能导致检测精度

不足和效率不高等问题。如 IForest方法异常检测过程

均采用全局异常标准，对局部异常点检测效果不佳，而

LOF 方法则是通过计算给定数据点的局部偏差来识别

异常点，拥有充分检测局部异常点的优势。再次，现有

检测方法主要从数据分布特性出发对数据进行正确性

检测，很少融入数据涉及的工程知识来帮助检测，导致

难以发现有悖于领域知识的异常数据，如在挤压铸造

工艺数据中，对液态挤压铸造，其浇注温度要高于金属

的液相线温度，而对半固态挤压铸造，其浇注温度应处

于固液相线温度之间，两者虽存在明确分界，但其数据

分布可能相近，仅从数据分布特性出发则难以发现

异常。

基于此，本研究面向挤压铸造工艺的数据驱动研

发需求，为保证其依赖的多源、异构的工艺数据的质

量，基于挤压铸造工艺特点，提出集成 LOF、Boxplot 和
IForest 算法，并融合挤压铸造领域知识的工艺数据正

确性检测方法（LBI-Based Data Correctness Detection 
Method Incorporating Squeeze Casting Domain Knowl⁃
edge， LBISCDK），该方法综合考虑不同异常检测模型

的优缺点，并融合挤压铸造领域知识，从工艺数据本身

和领域知识两个角度对挤压铸造工艺数据进行正确性

检测，提高对异常数据的检查能力和检测效率，可为后

续的数据驱动应用提供高质量的数据样本，保证数据

驱动应用的质量。

1　挤压铸造工艺数据正确性检测方法

1.1　挤压铸造工艺数据

挤压铸造工艺数据主要包含工艺参数数据、工艺

影响因素数据和铸件性能数据，其中工艺参数数据主

要包括浇注温度、挤压压力、模具预热温度等，工艺影

响因素数据主要由影响工艺参数的因素组成，包括材

料成分和铸件形状特征参数等，铸件性能数据则由不

同铸件的力学性能等组成，如硬度、抗拉强度等，对应

类别在数据集都可称为属性。设建立的挤压铸造工艺

数据集为 DT，有 n个样本，m个属性；Si( i= 1，2，…，n )
（表示第 i个数据样本）；Aj为第 j个属性；aij为第 i个数

据 样 本 对 应 的 第 j 个 属 性 数 据 ，则 DT= { aij |i=
1，2，…，n，j= 1，2，…m }，其结构见表 1。

1.2　基于领域知识的正确性检测

挤压铸造工艺数据中的每个属性都具有特定的含

义、数据类型、取值范围和量化计算方法，如浇注温度

必须高于材料的液相温度。对某一特定样本，需要判

断其属性值的数据类型、取值范围是否与领域工艺知

识一致。因此定义了挤压铸造工艺数据属性值的取值

规则来检测数据的正确性。

将 挤 压 铸 造 工 艺 数 据 表 示 为 一 个 三 元 组

〈As，T，V〉，其中 As为属性，T为其数据类型，V为数

据范围，As= { A 1，A 2，⋯，Aj，⋯，Am }；T=（t1，t2，…，tj，…，

tm）， tj 为 第 j 个 属 性 的 数 据 类 型 ；V=
{ v1，v2，⋯，vj，⋯，vm }，vj = vmin

j ，vmax
j 为第 j个属性的经

验取值范围，vmin
j 和 vmax

j 分别为经验取值的最小值和最

大值。给定 DT中 aij，可根据下式判断其是否为异常数

据点：

F ( aij ) =
ì
í
î

ïï
ïï

0，    type = tj且aij ∈[ ]vmin
j ，vmax

j

1，    其他
（1）

式中，type ( aij )为获取 aij的数据类型，如果 aij的数据类

型 type ( aij ) 与 其 属 性 的 经 验 取 值 类 型 tj 相 匹 配 且

aij ∈[ vmin
j ，vmax

j ]，则将其判定为正常数据，结果记为 0，否
则判定为异常数据，记为 1。

挤压铸造工艺数据属性值的数据类型和经验取值

范围等通过挤压铸造工艺相关手册、文献等获取，如通

常结合铸件形状，依据近液相线法选择比合金液相线

温度 T l 高 50~100 ℃的温度作为挤压铸件的浇注温度

T p，且控制在较低值，以减少能源浪费［12］，因此一般设

定挤压铸造浇注温度数据类型为浮点型，其经验取值

表 1　挤压铸造工艺数据集

Tab. 1　Squeeze casting process dataset

编号

S1

S2

…

Sn

A 1

a11

a21

…

an1

A 2

a12

a22

…

an2

…

…

…

…

…

Am

a1m

a2m

...
anm
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范围为高于合金液相线温度 50~100 ℃，即确定其取值

规则如下式：

T p ∈ [T l，T l + 100 ] （2）

1.3　基于集成模型的正确性检测

1.3.1　基础模型构建

（1）LOF 模型　 LOF 主要聚焦于数据点的邻域

密度，将数据视为空间中的点，具有低密度的数据点

视为异常点。如在以两个数据属性为坐标轴形成的

二维空间中（见图 1），C1和 C2为两个正常的数据点簇，

点 O1、O2 为两个离群的异常数据，其数据密度明显不

同。因此如果一个样本点的密度比较小，而它周围临

近样本点的密度都比较高，那么其可能是异常点（见

图 1 中 O1）。在本研究中，将挤压铸造工艺数据的属性

抽象为坐标轴，形成 LOF 中多维空间的工艺数据样本

点。为检测其中的异常样本，则需要计算数据密度。

为此，对转化为多维空间的挤压铸造工艺数据点

簇，计算样本 Si到其他样本的欧式距离，并按从小到大

排序，记序列中第 k个距离为 k_dist ( Si )；然后得到小于

k_dist ( Si ) 的 所 有 样 本 集 合 ，记 Si 的 k 距 离 邻 域 为

Nk( Si )；取 Si到其他任意样本 Si ' 的距离和 k_dist ( Si )中
的较大值为样本 Si 的可达距离 reachdistk( Si，Si ' )，记
Nk( Si )中的所有样本到样本 Si的平均可达距离的倒数

为 Si的局部可达密度 lrd ( Si )。
在此基础上，通过计算样本点 Si 的邻域点 Nk( Si )

的局部可达密度的平均值与点 Si的局部可达密度之比

来判断 Si的异常程度，该值越大表明该样本点越可能

是异常，见图 2。

构建的检测挤压铸造工艺数据正确性的 LOF 模型

的伪代码见表 2。

（2）IForest 模型　 IForest 是一种基于树结构的异

常检测方法，由预设的多棵隔离二叉树 iTree 组成，其

利用数据点被二叉树分割的次数来度量一个点是聚集

（正常）还是孤立的（异常）。图 3 为随机分隔数据点。

从图 3a 可知，对于数据集群中的正常点 xi，需要对其进

行多次随机分割才能隔离出来；而对于异常点Oi，见图  
3b，仅需要对其进行几次分割就可以隔离出来。

基于 IForest 的挤压铸造工艺数据正确性检测过程

主要分为训练和评估两个阶段［18］，见图 4。
训练阶段生成指定数目的孤立树，其伪代码见表 3。
评估阶段给出样本的异常分数 s。

首先计算从 iTree 的根节点到外部节点所经历边

的数目即路径长度，记为 h ( Si )，对于给定样本量为 ϕ的

样本子空间和一条样本数据 Si，其异常分数 s定义为：

图 1　含异常数据的二维数据集

Fig.1　Two-dimensional data set with abnormal data

表 2　检测挤压铸造工艺数据正确性的 LOF模型伪代码

Tab.2　Pseudo-code for LOF model to check the correctness of 
squeeze casting process data

算法名称：局部离群因子（LOF）
输入：挤压铸造工艺数据集DT，邻居数 k，异常样本阈值 e
输出：每个数据样本的 LOF 得分
1.对工艺数据进行归一化处理，将各属性的取值转化至[0,1]区间
2.对于每个数据样本 Si ∈DT，计算 k_dist ( Si )
3.找到样本 Si的Nk( Si )及计算 reachdistk( Si，Si ' )
4.计算样本 Si的 lrd ( Si )
5.计算样本 Si的Nk( Si )中所有样本的 lrd ( Si )之和记为 sumlrdk( Si )

6.计算样本 Si的 LOF 得分 lof ( Si ) =
sumlrdk( )Si

|| Nk( )Si
lrdk( )Si

7.根据异常样本阈值 t标记异常数据样本
8.If lof ( Si ) > e then
9.将样本 Si标记为异常数据样本，标签记为 1
10.else
11.将样本 Si标记为正常数据样本，标签记为 0
12.end if

图 3　随机分割数据点

Fig.3　Randomly segment data points

图 2　LOF 示意图

Fig.2　Schematic diagram of LOF
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s ( Si，n )= 2
- E [ h ( Si ) ]

c ( ϕ ) ∈ [ 0，1 ] （3）
式中，E [ h ( Si ) ]为样本数据 Si在 n棵 iTree 中路径长度

的平均值；c ( ϕ ) 为在二叉搜索树（Binary Search Tree，
BST）中搜索失败的平均路径长度［20］，在此处主要起标

准化 h ( Si )的作用，其定义为：

c ( ϕ ) = 2H ( ϕ- 1 )- 2( ϕ- 1 ) /ϕ （4）

式中，H ( ϕ ) = ln ( ϕ ) + ξ为调和级数；ξ为欧拉常数。

数据样本的异常分数 s越接近 1，越有可能是异常

值，样本标签记为 1。如果大部分样本异常得分 s都接

近 0.5，表示整个数据集中无明显的异常值，s远小于 0.5
时，则说明该数据样本有很大可能为正常值，标签

记为 0。
（3）Boxplot 模型　通过箱型图（Boxplot）可以直观

了解数据的集中趋势、离散程度和异常值情况，将异常

大或异常小的极端值识别为异常值。图 5 为箱型图示

意图。下四分位数 Q 1、上四分位数 Q 3 分别指一组属性

值按从小到大顺序排列后，处于 25%、75% 位置的数

值，四分位距定义为 IQR= Q 3 - Q 1，各属性上边缘为

Q 3 + 1.5IQR，下边缘为 Q 1 - 1.5IQR，将超过上下边缘

区间的数据识别为异常值，标记为 1，其余正确数据标

记为 0。

基于以上原理，构建的检测挤压铸造工艺数据正

确性的 Boxplot模型的伪代码见表 4。

1.3.2　检测的集成模型

如前所述，以上 3 种模型各有优势，为了提高模型

的泛化检测能力，采用集成学习策略，将以上 3 种模型

视为单元模型进行集成。由于以上 3 种单元模型的输

出均为数据样本的分类标签，故采用投票法进行模型

集成，综合得到一个分类结果，即当两个及以上基础模

型均判定某个挤压铸造工艺数据样本为异常时，则判

定该样本最终为异常。设 LOF、IForest和 Boxplot模型

的输出标记分别为 y1、y2 和 y3，其输出都是 1 或 0，集成

输出结果 y可表示为：

y=
ì
í
îïï

1，     当y1 + y2 + y3 ≥ 2
0，    其他

（5）

1.4　融合领域知识和集成模型的正确性检测

基于以上方法原理，提出融合领域知识和集成模

型的挤压铸造工艺数据正确性检测方法 LBISCDK，该

方法流程见图 6。检测过程大致分为 3 步：

（1）校验材料成分取值及判断样本材料系列　首

先运用材料成分属性值取值规则对样本的材料成分

图 4　IForest 异常数据检测示意图

Fig.4　Schematic diagram of IForest method for detecting 
abnormal data

表 3　IForest训练生成指定数目的孤立树

Tab.3　A specified number of isolated trees generated by IForest 
training

算法名称：iTrees（DT，h，h lim，n_estimators，ϕ）

输入：DT，h，h lim，n_estimators，ϕ
输出： 孤立森林 iTrees
1. 对工艺数据进行归一化处理，将各属性的取值转化至[0,1]区间
2. if h> h lim  or  | DT |≤ 1 then
3.     return
4.  else
5.  for i= 1 to n_estimators
6.  for h= 1 to h lim
7.           从数据集DT随机选择一个属性Aj和一个分割点 p
8.           将数据集DT分为两个子集DT_left（属性Aj的值小于 p）
9.            和DT_right（属性Aj的值大于 p）
10.         end for
11.         end for
12. end if

注：DT为工艺数据集；h为当前树的高度；h lim 为孤立树的限制高度；
n_estimators为孤立树数量；ϕ为子采样样本量。

表 4　Boxplot算法伪代码

Tab.4　Pseudo-code for Boxplot algorithm

算法名称：箱型图模型（Boxplot）
输入：工艺数据集DT
输出：每个属性的 5 个统计量和数据样本标签
1.  对每个属性的数据进行排序
2.  计算每个属性的最小值（Min）、下分位数（Q 1）、中位数（Median）、上
分位数（Q 3）和最大值（Max）
3.  计算各属性的四分位距  IQR= Q 3 - Q 1
4.  计算各属性的上限Up= Q 3 + 1.5IQR，下限 Low= Q 1 - 1.5IQR
5.  if aij > Up  or  aij < Low then
6.    将数据点 aij所属样本标记为异常，标签记为 1
7. else
8.    将数据点 aij所属样本标记为正常，标签记为 0
9. end if

图 5　箱型图示意图

Fig.5　Schematic diagram of Boxplot
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数据进行检验，确保材料成分数据的正确性。对于

材料成分数据取值合理正确的样本，通过比较合金

成分中除主元素（如 Al）外的其他元素的质量分数，

取最大值判定数据样本所属材料系列，如一条数据

样本的 Si 元素质量分数为除 Al 元素外的最大值，则

判定该样本为 Al-Si 合金的挤压铸造工艺数据，并自

动 选 择 Al-Si 合 金 系 列 的 属 性 值 取 值 规 则 和 集 成

模型。

（2）基于领域知识的正确性检测　基于对应合金

系列的工艺数据属性值类型、经验取值范围对样本数

据进行检测，如果样本数据属性值类型相符且数值在

经验取值范围内，那么将其标记为正常样本并进入下

一步检测；否则将其标记为异常，结束检测。

（3）LBI集成模型检测　通过第二步检测的样本再

应用集成模型 LBI进行检测，输出相应结果标签。

2　运行试验

为了验证所提数据正确性检测方法的有效性，通

过试验来检测数据集中的异常值，以召回率（R 召回）、精

确率（P 精确）和正确率（A 正确）作为评价指标。其中召回

率表示的是数据集所有异常样本被识别为异常的比

例；精确率是被识别为异常的样本中实际为异常的比

例 ；正 确 率 是 被 正 确 识 别 的 样 本 数 占 总 样 本 数 的

比例：

R召回 = TP /（TP + FN） （6）
P精确 = TP/（TP + FP） （7）

A正确 = (TP + TN ) / (TP + TN + FP + FN )   （8）
式中，TP 为检测异常且实际也为异常的样本数；FP 为检

测异常实际却为正常的样本数；TN 为检测正常实际也

为正常的样本数；FN 为检测正常实际却为异常的样

本数。

首先基于真值数据集进行异常模拟添加后得到 4
个异常数据集，然后采用融合挤压铸造领域知识的

LBISCDK 方法和未融合领域知识的方法（即 LOF、

IForest、Boxplot 和集成检测模型 LBI）分别开展异常检

测，并对比几种方法的检测效果。

2.1　试验数据

试验真值数据为本研究从 CNKI、Web of Science
等数据库检索的挤压铸造相关文献中提取整理的 4 个

不同系列铝合金（Al-Si 系、Al-Mg 系、Al-Cu 系和 Al-
Mg 系合金）的近液相线温度挤压铸造工艺数据集，共

332 个样本，其中每个样本包含 4 个工艺参数属性（浇注

温度、挤压压力、保压时间和模具预热温度）、5 个铸件

几何特征属性（挤压方式、形状复杂度、最大壁厚、最小

壁厚和材料成分）和 3 个质量指标属性（抗拉强度、屈服

强度和缩松缩孔率），见表 5。
挤压铸造工艺数据异常可能由多种因素引起，包

括铸造设备不良状态或故障、生产环境条件的不稳

图 6　LBISCDK 方法检测流程

Fig.6　Detection process of LBISCDK method
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定、相关人员的操作不当或故意欺诈等。此外，数据提

取和整理过程中出现的失误也可能导致异常数据的产

生，如铝合金近液相线温度挤压铸造工艺数据集中错

误地收集了铜合金的半固态挤压铸造工艺数据等，这

都会影响后续数据驱动应用的有效性和准确性。基于

此，通过随机数据生成和人为构造两种方法来模拟异

常数据的生成，以构造出不同异常程度的待测数据集。

（1）随机数据生成　对表 5 的工艺数据真值数据集

通过生成随机异常偏移量来进行异常数据模拟添加，

并通过设定异常数据比例来实现生成不同异常程度的

待测数据集，算法的伪代码见表 6。
（2）人为构造　通过在收集的铝合金近液相线挤

压铸造工艺数据真值数据集中随机加入其他材料成分

（如 Cu 合金、Mg 合金等）或其他工艺方式（如半固态挤

压铸造等）的工艺数据样本，以模拟在数据收集和整理

过程中因操作失误而导致数据异常的情况。

经过异常数据模拟添加后得到 4 个不同异常程度

的异常数据集，见表 7。
真值数据集和异常数据集的 4 个关键属性的数据 分布见图 7。可以看出，相较于真值数据集，由于异常

表 7　异常数据集详细信息

Tab.7　Details of the abnormal data set

数据集

Al-Si系合金

Al-Cu 系合金

Al-Zn 系合金

Al-Mg 系合金

样本数/个
166
77
49
44

异常样本数/个
6
6
4
4

异常占比/%

3.6
7.8
8.2
9.1

图 7　工艺数据集关键属性的数据分布

Fig.7　Data distribution of key attributes in the process dataset

表 5　挤压铸造工艺真值数据

Tab.5　True value data of squeeze casting process

数据集

Al-Si系

Al-Cu 系

Al-Zn 系

Al-Mg 系

样本编号

1
2
…

164
1
2
…

76
1
2
…

48
1
2
…

44

浇注温度/℃
660
660
…

690
725
730
…

730
600
640
…

610
650
670
…

690

比压/MPa
60
80
…

120
90
50
…

80
100
110
…

90
75

100
…

110

保压时间/s
25
30
…

40
15
35
…

30
60
40
…

50
15
20
…

16

模具预热温度/℃
220
240
…

280
225
250
…

200
250
300
…

250
250
250
…

270

缩松缩孔率/%

5.06
4.038
…

2.527
6.04
7.21
…

6.44
2.99
3.63
…

3.45
6.32
5.73
…

3.66

…

…

…

…

…

…

…

…

…

…

…

…

…

…

…

…

…

w（Al）/%

92.19
92.19
…

91.28
93.11
92.92
…

91.95
90.34
89.96
…

87.20
93.05
92.58
…

97.20

…

…

…

…

…

…

…

…

…

…

…

…

…

…

…

…

…

表 6　随机异常数据模拟添加算法伪代码

Tab.6　Pseudo-code for random abnormal data simulation addi⁃
tion algorithm

算法名称：随机异常数据模拟添加算法

输入： 真值数据集

输出： 存在点异常数据的异常数据集

1： 导入真值数据集，在数据表中添加数据标签列，并将标签初始化为 0
2： 设定异常数据比例阈值及点异常数据的添加数量

3： for i= 1  to 点异常数量限制

4：    随机选取属性、随机选取单点位置

5：    计算所选属性的均值 μ和标准差 σ

6：    产生服从N ( μ,σ 2 )的随机数作为点异常偏移量进行单点异常模拟

7：    将此数据样本的数据标签设置为 1
8： end for
9： 保存异常数据添加后的异常数据集
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数据的存在，异常数据集中各属性的数据分布范围变

大，即有异常数据超出原正常数值范围。

2.2　数据正确性检测

校验材料成分数值步骤，发现 Al-Zn 系合金数据集

中样本 37的材料组分数值之和为 102.46，其违反材料成

分属性取值规则且明显不符合工程实际。基于挤压铸

造工艺数据属性值的取值范围、数值类型等信息对数据

样本进行正确性检测，发现 4条异常样本（见表 8，其中标

签 0 代表正常，1 代表异常），其中 Al-Si系合金数据集的

样本 67 和样本 90 的浇注温度数据偏离 Al-Si 合金的经

验取值范围，核实数据源文献发现其为半固态挤压铸造

工艺而非近液相线温度挤压铸造。Al-Cu系合金数据集

中样本 46 的浇注温度数据偏离经验取值范围，Al 材料

成分数值也明显异常，核实数据源文献发现其为 AZ91D
镁合金的近液相线温度挤压铸造工艺数据。Al-Mg 系

合金数据集中样本 37 的浇注温度数值偏离经验取值

范围。

删除违反属性值取值规则的数据样本，然后将其

余 数 据 样 本 采 用 LBI 集 成 模 型 进 行 二 次 检 测 ，得

LBISCDK 方法的检测结果见表 9。

对相同数据集，只使用 LBI 集成模型的检测结果

见表 10。

3　分析结果与讨论

融合领域工程知识的 LBISCDK 方法和纯数据驱

动的 LBI方法各检测指标结果见表 11。
分析表 11 可得，LBISCDK 方法在 4 个不同异常程

度的异常数据集上的检测召回率、精确率和正确率的

平均值分别为 94.43%、95.23% 和 99.37%，其中 Al-Zn
系合金数据集的 3 个检测评价指标均为 100%，说明该

方法能够有效检测挤压铸造工艺数据集中的异常数

据，检测效果可满足数据驱动相关应用需求。

图 8 为几种方法融合领域知识前后在 4 个异常数

据集上的平均检测召回率、准确率和正确率。可见相

较于纯数据驱动的检测方法，融合领域知识后的方法

检测效果均有一定提升，异常数据召回表现尤其优秀；

其中 LBI、LOF 和 IForest 方法的平均召回率分别提升

了 10.43%、1.58% 和 4.75%，LOF 和 Boxplot 方法的平

表 8　违反属性值取值规则的异常样本

Tab.8　Abnormal samples violating the rule of attribute value 
selection

数据集

Al-Si系

Al-Cu系

Al-Mg系

样本
编号

67
90
46
24

浇注温
度/℃
600
595
770
645

比压/
MPa
100
45
80
60

保压
时间/s

30
16
40
45

模具预热
温度/℃

215
250
200
280

…

…

…

…

…

w（Al）/
%

91.36
92.72

9.06
97.46

…

…

…

…

…

样本
标签

1
1
1
1

表 9　LBISCDK 方法检测异常样本

Tab.9　Abnormal samples detected by LBISCDK method
数据
集

Al-Si
系

Al-Cu
系

Al-Zn
系

Al-Mg
系

样本
编号

46
67
90

112
119
125
139
21
34
36
46
65
13
37
39
43
7

18
24
29
43

浇注温
度/℃
700
600
595
720
685
617
680
680
687
720
770
730
600
640
590
680
700
690
645
690
700

比压/
MPa
21.5
100
45
80

150
85

100
80

100
23
80

100
22.6
35
45
70
80

100
60
80
75

保压时
间/s
30
30
16
26

135
45

120
40
60
50
40
20
45
60
60

120
123
30
45
60
16

模具预热
温度/℃

350
215
250
175
250
250
240
200
190
225
200
250
300
200
280
200
250
230
280
270
178

…

…
…
…
…
…
…
…
…
…
…
…
…
…
…
…
…
…
…
…
…
…

w（Al）/
%

92.32
91.36
92.72
91.76
92.34
91.36
92.47
92.19
93.04
92.19

9.06
92.66
90.04
94.72
89.97
90.20
93.05
92.58
97.46
94.27
97.54

…

…
…
…
…
…
…
…
…
…
…
…
…
…
…
…
…
…
…
…
…
…

样本
标签

1
1
1
1
1
1
0
1
1
1
1
1
1
1
1
1
1
0
1
1
1

表 10　LBI方法检测异常样本

Tab.10　Abnormal samples detected by LBI method

数据
集

Al-Si
系

Al-Cu
系

Al-Zn
系

Al-Mg
系

样本
编号

46
90

112
119
125
139
21
34
36
46
65
13
39
43
7

18
29
43

浇注温
度/℃
700
595
720
685
617
680
680
687
720
770
730
600
590
680
700
690
690
700

比压/
MPa
21.5
45
80

150
85

100
80

100
23
80

100
22.6
45
70
80

100
80
75

保压时
间/s
30
16
26

135
45

120
40
60
50
40
20
45
60

120
123
30
60
16

模具预热
温度/℃

350
250
175
250
250
240
200
190
225
200
250
300
280
200
250
230
270
178

…

…

…

…

…

…

…

…

…

…

…

…

…

…

…

…

…

…

…

w(Al)/
%

92.32
92.72
91.76
92.34
91.36
92.47
92.19
93.04
92.19

9.06
92.66
90.04
89.97
90.20
93.05
92.58
94.27
97.54

…

…

…

…

…

…

…

…

…

…

…

…

…

…

…

…

…

…

…

样本
标签

1
1
1
1
1
0
1
1
1
1
1
1
1
1
1
0
1
1

表 11　异常检测结果

Tab.11　Abnormal detection result

数据集

Al-Si系

Al-Cu 系

Al-Zn 系

Al-Mg 系

LBISCDK

召回率
/%

100

83.3

100

100

精确率
/%

85.7

100

100

80

正确率
/%

99.4

98.7

100

97.7

LBI

召回率
/%

83.3

83.3

75.0

75.0

精确率
/%

83.3

100

100

75.0

正确率
/%

98.8

98.7

98.0

95.5
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均精确率分别提升了 2.68% 和 4.57%，Boxplot 方法的

平均正确率提升了 5.6%，表明领域知识和数据驱动相

结合能够对挤压铸造工艺数据集中的异常数据进行更

加有效的识别，可为数据驱动的挤压铸造工艺参数设

计等数据驱动应用提供高质量的数据样本。

分析图 8 可得，在不同异常程度的数据集上，LBI
集成模型相较于 3 个基础模型，融合挤压铸造领域知识

前后的检测效果表现均更优异，其平均召回率、准确率

和 正 确 率 提 升 最 大 值 分 别 为 10.42%、14.03% 和

8.35%，说明采用集成学习的策略进行挤压铸造工艺数

据的正确性检测是可行且有效的，可以实现不同类型

基础模型的性能互补，提升模型的检测效率和泛化能

力。此外，在 3 个基础模型中，IForest 模型和 LOF 模型

的 3 个指标表现相对均衡，而 Boxplot 模型对单点异常

数据十分敏感，检测召回率指标表现最好，但其检测精

确率指标表现不佳，易将正常的数据样本误判为异常，

其在 4 个数据集上融合领域知识前后的检测平均精确

率仅为 75.55% 和 80.12%。

模型参数直接影响模型的复杂度、鲁棒性和泛化

能力，合理选择和调整模型参数至关重要。如在构建

IForest 基模型过程中，选择不同的子采样量 ϕ和孤立

树数量 nestimators组合，其检测结果存在很大差异，所得召

回率、准确率和正确率指标的最大差值均可达 40%。

为提升模型的异常检测性能，在基础模型构建过程中

对于经验取值的每一个参数组合，采用 k折交叉验证技

术计算其在交叉验证过程中的平均性能指标，选择使

得性能指标最优的参数组合作为最终的参数设置，以

达到最优的异常检测效果，同时也避免模型对特定数

据集的过拟合，提高模型的泛化能力。

集成模型的计算量分析需要考虑单元模型的独立

计算量及其在集成过程中的相互作用。分析可知，对 n
个数据样本，LOF 模型在最坏情况下的时间复杂度为

O ( n2 )，IForest 模型的时间复杂度为 O ( nestimators × ϕ×

log ϕ )，Boxplot 模型的时间复杂度为 O ( n× log n )；建
立的 LBI 模型基于投票法进行集成，集成过程只涉及

计数和比较操作，其计算复杂度为 O ( n )，则 LBISCDK
方法的总体计算时间复杂度为 O ( n× log n )到 O ( n2 )。
针对当前的挤压铸造工艺数据量级（百千级），该方法

有效可行。后续如果涉及到更大规模或更高维度的数

据集时，可探索算法优化和并行处理等方法提升检测

效率，以确保方法的检测性能。

4　结　论

（1）数据驱动方法的准确性和有效性严重依赖于

正确、高质量可靠的数据样本，在数据驱动应用前对数

据样本进行正确性检测和提升至关重要。现有数据正

确性检测方法往往仅采用单一模型从数据特性检测，

忽视了工程知识，无法有效检测出有悖于工程知识的

异常数据。

（2）面向数据驱动的挤压铸造工艺参数设计方法

对数据质量的需求，提出了融合挤压铸造工程知识和

多个模型的数据正确性检测方法。该方法将多源挤压

铸造工艺数据的正确性检测划分为两个阶段，第一阶

段使用挤压铸造工程知识构建工艺数据属性取值规

则，识别背离工程知识的异常数据，第二阶段从数据维

度出发，根据数据特征使用 LOF、Boxplot 和 IForest 3
种模型来优化检测，实现了 3 种方法优势互补，提高了 3
种方法的泛化能力。

（3）实现了知识和数据特征双维度检测，拓展了数

据异常（正确性）检测的维度，为数据清洗等应用提供了

新的参考视角，其中的集成模型可以单独用于其他数据

集异常检测。试验表明，所提方法提高了异常数据的检

测召回率、正确率，对异常数据的召回率平均可达 95%。
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